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1. Einleitung

Seit der breiten Verfügbarkeit von ChatGPT – dem Aushängeschild der jüngsten Welle generativer KI (GenAI: Systeme, die 
Inhalte erzeugen, von Text über Bild bis Audio und Video) – werden Begriffe wie Sprachmodell, Chatbot und Agent ineinander 
geschoben, während die zugrundeliegenden Modelle zugleich immer wieder als Vorboten einer Allgemeinen Künstlichen In-
telligenz (AGI) adressiert werden. Die Debatte leidet dabei weniger an Begriffsarmut als an einer kategorialen Überblendung, 
denn Modellarchitektur, Interaktionsform, operative Handlungseinheit, Organisationsform und Generalitätsanspruch werden in 
einem Atemzug genannt, obwohl sie auf je andere Fragen antworten.

Abbildung 1: Begriffe aus der öffentlichen Debatte, eingeordnet auf fünf Analyseebenen.

In der Praxis wird diese Unschärfe unmittelbar handlungsrelevant. Der Unterschied zwischen einem Chatbot und einem System, 
das eigenständig Handlungsschritte auswählt, ist kategorial – und entscheidet über Verantwortungsverteilung, Datenschutz-
konfiguration und Aufsichtsroutine (Albrecht/Rudolph 2023). In sensitiven Domänen wie der Bildung, der psychosozialen Be-
ratung und der Medizin ist die Leitfrage daher nicht, ob KI einzusetzen ist, sondern wie sie sich verantwortungsvoll einsetzen 
lässt (Steigerwald et al. 2026). Dieser Beitrag versteht sich deshalb nicht als Definitionsarbeit, sondern als Begriffseinordnung. 
Er ordnet zentrale Begriffe entlang unterscheidbarer Beschreibungsebenen ein, macht ihre Unschärfen sichtbar und nutzt das 
autonome Fahren als Leitmetapher. Verantwortungsvoll lässt sich KI nur dort einsetzen, wo die beteiligten Disziplinen mit 
denselben Begriffen dieselben Sachverhalte meinen. Diese interdisziplinäre Verständigung lässt sich nicht voraussetzen, son-
dern muss an gemeinsamen Bildern erarbeitet werden. Nur so können Disziplinen, die KI entwickeln, und solche, die sie in ihrer 
eigenen Domäne einsetzen oder beurteilen, gleichrangig miteinander verhandeln, ohne aneinander vorbeizureden. Vollständig 
sortieren lässt sich das Feld nicht, einordnen aber durchaus. Tendenziell wird ein Begriff unschärfer, je weiter rechts er in Ab-
bildung 1 steht. Dieser Beitrag stellt aber eine Sprache bereit, in der über Einsatzfragen überhaupt erst tragfähig nachgedacht 
werden kann, ohne sich zwischen Sprachmodell, Chatbot und Agent zu verirren.

2. Historische Klammer: vom Neuron zum Transformer

Die Veröffentlichung von ChatGPT Ende 2022 hat einen breiten Aufmerksamkeitsschub für die KI ausgelöst und im öffentlichen 
Bild den Eindruck eines plötzlichen Durchbruchs erzeugt. Tatsächlich ist KI deutlich älter. Schon Turing fragte 1950, ob Maschi-
nen denken können (Turing 1950). Die Dartmouth-Konferenz etablierte 1956 das Forschungsfeld unter dem Namen Artificial 
Intelligence (McCarthy et al. 2006). Eine tragende Linie der KI-Geschichte ist die Idee künstlicher neuronaler Netze. Im Gehirn 
sind Neuronen über Synapsen miteinander verschaltet, die Verbindungsstellen zwischen den Nervenzellen. Künstliche neuronale 
Netze ahmen das nach und verschalten einfache Rechenelemente über gewichtete Verbindungen (McCulloch/Pitts 1943). Wer-
den diese Verbindungen an Daten angepasst, lernt das Netz (Rosenblatt 1958). Solche lernenden Netze sind der Kern heutiger 
künstlicher Intelligenz, aber nicht ihre einzige Form.

Chatten kann eine KI auch, ohne zu lernen. Bereits 1966 reagierte Weizenbaums ELIZA mit wenigen Mustererkennungsregeln 
auf Eingaben und wirkt dabei wie ein verständnisvolles Gegenüber (Weizenbaum 1966). Darin zeigt sich der ELIZA-Effekt, die 
Neigung, einem Programm Verstehen zuzuschreiben, sobald es sprachlich kohärent antwortet. Dem Antworten von ELIZA lag 
keine Repräsentation des Gesagten zugrunde, sondern ein Abgleich von Mustern (Caldarini/Jaf/McGarry 2022; Dam et al. 2024). 
So laufen die Linie der Chatbots und die der lernenden Netze lange nebeneinander her.

Heutige Modelle bilden dagegen intern eine Bedeutung ab und repräsentieren verwandte Begriffe ähnlich. Anders als bei ELIZA 
liegt dem Antworten damit ein Abbild des Gesagten zugrunde. Möglich macht das die Transformer-Architektur von 2017, der 
qualitative Sprung hinter dem ChatGPT-Hype (Vaswani et al. 2017). Sie ist die vorerst letzte Stufe einer langen Entwicklung, die 
von einfachen vollverknüpften Schichten über rekurrente Netze bis zur heutigen Bauform reicht. Ihre Neuerung ist der soge-
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nannte Attention-Mechanismus. Damit setzt sich jedes Wort zu allen anderen Wörtern eines Abschnitts in Beziehung und bildet 
seine Bedeutung aus diesem Gesamtkontext. Damit lässt sich technisch erstmals etwas realisieren, das einer semantischen 
Verarbeitung von Sprache nahekommt. Ob es Verstehen im starken Sinne ist, bleibt allerdings umstritten (Bender et al. 2021; 
Mitchell/Krakauer 2023). In den heutigen Sprachmodellen laufen beide Linien schließlich zusammen. Mit ihnen tritt zugleich 
die Begriffsfamilie auf, die im Folgenden auseinanderzuhalten ist.

Vor diesem Hintergrund lassen sich die gängigen Begriffe danach unterscheiden, welche Frage sie jeweils beantworten: Was 
rechnet? Wie wird kommuniziert? Was wird im Auftrag ausgeführt? Wie sind mehrere Einheiten koordiniert und wie breit soll 
die Leistung reichen? Diese fünf Ebenen entwickelt das folgende Kapitel über eine durchgängige Leitmetapher.

3. Leitmetapher: das autonome Fahren

In einem Feld, das sich rasch wandelt und in dem selbst die Fachwissenschaften bei zentralen Termini keinen Konsens finden 
(Bent 2025; Franklin/Graesser 1997), lebt eine Begriffseinordnung von Bildern (Lakoff/Johnson 1980). Die Debatte ist dabei 
höchst ungleichmäßig sortiert. Während technische Begriffe wie Sprachmodell und Reasoning-Modell inzwischen vergleichs-
weise präzise gefasst sind, bleibt der Agentenbegriff – und mit ihm Folgekonstruktionen wie Sub-Agent oder Multi-Agenten-
System – bis heute auffallend offen. Eine sortierende Sprache muss daher anschlussfähig bleiben, ohne Schärfe zu erzwingen, 
wo das Feld selbst keine hat.

Das autonome Fahren bietet sich an, weil es ein öffentlich präsentes und damit fachübergreifend anschlussfähiges Bild ist. 
Fahrzeuge beschleunigen, lenken und bremsen heute in Teilen selbstständig, und diese Eigenständigkeit ist abgestuft. Sie reicht 
vom Tempomat über den Spurhalteassistenten bis zu Serienfahrzeugen, die in Deutschland zeitweise ohne Aufsicht der Fah-
renden fahren, und Robotaxis, die in einzelnen US-Städten bereits vollautonom verkehren. Gerade diese Vielstufigkeit macht 
das Bild produktiv, weil es sichtbar macht, auf welcher Ebene jeweils argumentiert wird, und Überlappungen zulässt, wie sie 
auch die Begriffsfamilie aufweist. Dieser Beitrag zieht eine Leitmetapher heran, um Begriffe verortbar zu halten, nicht, um sie 
zu definieren. Sie arbeitet auf zwei Ebenen. Das autonome Fahren ist das Phänomen aus der öffentlichen Debatte, das die Stu-
fenlogik bereitstellt. Das (autonom fahrende) Fahrzeug ist darin das konkrete Objekt, an dem die Begriffe sichtbar werden, vom 
Bordcomputer über das Armaturenbrett bis zum Autopiloten. In einer Flotte bewegt es sich gemeinsam mit anderen Fahrzeugen.

Abbildung 2: Analytische Ebenen zentraler KI-Begriffe und ihre Projektion auf die Fahrzeug-Metapher.

4. Eine heuristisch belastbare Begriffsordnung

Die folgenden Unterkapitel ordnen das Large Language Model (LLM), das Reasoning-Modell, den Chatbot, den Agent/das Agen-
tensystem, den Sub-Agent, das Multi-Agenten-System und die Allgemeine Künstliche Intelligenz (AGI) heuristisch ein, weil die 
Begriffe spätestens ab Agent eher als Metapher gelesen werden, als dass sich eine trennscharfe Definition halten ließe.



erev-Publikation – rein digital 
»KI in den Hilfen zur Erziehung«

TPJ KI 6/26 Vom Chatbot zum Agentensystem

4.1. Large Language Model (LLM)

Das LLM ist der Grundbaustein, auf den alle weiteren Begriffe aufsetzen. Deshalb fällt dieses Unterkapitel ausführlicher aus.

Ein Large Language Model ist ein großes, auf Textmengen vortrainiertes Sprachmodell (Bommasani et al. 2021; Vaswani et al. 
2017). »Modell« ist dabei der Oberbegriff für alle KI-Modelle und ein LLM eine spezifische Form davon, weshalb dieser Beitrag 
mit Modell stets das LLM meint. Technisch arbeitet es auf Tokens, also kleinen Texteinheiten, die manchmal ganze Wörter, oft 
aber nur Wortteile umfassen und in Abbildung 3 als grüne Elemente sichtbar sind. Im Folgenden setzen wir Token und Wort zur 
Vereinfachung gleich und sprechen durchgängig von Wörtern. Ein LLM funktioniert als statistischer Textgenerator. Es erhält als 
Eingabe den bisherigen Text, typischerweise die Frage oder Aufgabe der Nutzenden, und erzeugt Wort für Wort eine Fortset-
zung, indem es aus gelernten Wahrscheinlichkeiten das jeweils nächste Wort auswählt. Dass die Fortsetzung wie eine Antwort 
auf eine Frage wirkt, ist ein Resultat des Trainings. Die Modelle wurden gezielt darauf trainiert, Eingaben als Anfragen zu lesen 
und passende Antworten zu produzieren. Entscheidend ist die Rückkopplung. Jedes gerade erzeugte Wort wandert sofort wieder 
zurück in die Eingabe und das Modell sagt auf dieser erweiterten Grundlage das nächste Wort vorher. So entsteht die Antwort 
Wort für Wort (vgl. Abbildung 3).

Abbildung 3: Das LLM erzeugt Text Wort für Wort. Jedes neu generierte Wort wird wieder Teil der Eingabe, und das Modell sagt auf dieser Basis das nächste 
Wort vorher.

Ein LLM liegt auf der Modellebene. Es ist weder Chatbot noch Agent, sondern der Grundbaustein, auf den die Oberflächen, 
Werkzeuge und Handlungslogiken erst aufsetzen.

Ein LLM ist von sich aus blind und weiß weder, was seine Aufgabe ist, noch wer ihm gegenübersitzt. Es braucht einen Kontext, 
um zu erkennen, in welchem Setting es antwortet. Wie diese Kontextgabe strukturiert ist, lässt sich an zwei Grundbegriffen 
greifen, dem Kontextfenster und dem Prompt. Das Kontextfenster ist der Text, den das LLM bei der Erzeugung der nächsten Wor-
te gleichzeitig im Blick hat, gewissermaßen die laufende Konversation. Es ist begrenzt und läuft bei zu viel Text voll, sodass das 
LLM in langen Konversationen den Anfang aus dem Blick verliert und ihn für die aktuelle Antwort nicht mehr berücksichtigen 
kann. Innerhalb des Kontextfensters werden zwei Teile unterschieden. Der System-Prompt ist eine vorgeschaltete Anweisung 
der betreibenden Stelle, die den Nutzenden in der Regel verborgen bleibt, wie beispielsweise »Du bist ein Beratungsassistent, 
antworte sachlich, ohne Diagnosen zu stellen.«. Der User-Prompt ist die eigentliche Eingabe der Nutzenden. Beide Teile zusam-
men bilden die Eingabe, aus der das LLM die Antwort generiert.

Ein zentrales Risiko aller LLM-Anwendungen sind Halluzinationen, also flüssig wirkende, aber inhaltlich falsche oder erfundene 
Aussagen. Der Grund liegt im Generierungsprozess selbst, in dem das LLM statistisch wahrscheinliche Fortsetzungen aneinan-
derreiht und dabei nicht prüft, ob das Ergebnis der Welt entspricht. Besonders häufig tritt dies auf, wenn das Modell zu einer 
Antwort gedrängt wird, obwohl es mangels fundierten Wissens eigentlich keine geben sollte. Weil die Ausgabe sprachlich plau-
sibel wirkt, sind Halluzinationen für sensitive Domänen ein Kernrisiko, das Evaluation und menschliche Kontrolle voraussetzt 
(Bender et al. 2021; Ji et al. 2023). Drei Wege haben sich etabliert, ein LLM fachlich anzubinden und dieses Risiko einzugrenzen. 
Über Prompting geben die Nutzenden dem Modell unmittelbar Kontext mit, ohne es selbst zu verändern. Fine-Tuning trainiert 
das Modell auf domänenspezifischen Daten weiter und prägt ihm fachsprachliche Muster ein. Retrieval Augmented Generation 
(RAG) verbindet das LLM mit einer externen Datenbank, die zuvor von der betreibenden Stelle mit ausgewählten Daten befüllt 
wird. Zu jeder Anfrage durchsucht das System diese Daten automatisch, ruft die passenden Textstellen ab (retrieval) und nimmt 
sie in den Kontext auf, sodass sich aktuelle oder organisationsspezifische Informationen verfügbar machen lassen, ohne das 
Modell neu zu trainieren.

Daneben ergibt sich ein Zielkonflikt zwischen Datenschutz und Leistungsfähigkeit. Die öffentlich sichtbarsten Systeme, etwa 
ChatGPT, beruhen auf proprietären Großmodellen und übertragen sensible Daten an externe Anbieter, oft in Rechenzentren 
außerhalb der EU, was für sensitive Domänen mit sozialdatenschutzrechtlich geschützten Inhalten in der Regel keine zulässige 
Option ist. Das Feld reicht jedoch weit über solche Dienste hinaus. Mit Open-Weight-Modellen, deren trainierte Gewichte frei 
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verfügbar sind, kann eine Organisation eine eigene KI ins Haus holen und auf ihren Servern betreiben, sodass keine Daten das 
Haus verlassen und die volle Datenhoheit erhalten bleibt. Ein solches Modell lässt sich auf die fachlichen Abläufe zuschneiden 
und in seinen Grenzen festlegen, woraus eine Symbiose entsteht, in der das Modell versteht, was es leisten soll und was es zu 
unterlassen hat. Praktikabel wird das zunehmend, weil sich die Open-Weight-Modelle rasch weiterentwickeln. Die Literatur 
deutet darauf hin, dass schon kleinere, fachlich zugeschnittene Modelle für die jeweilige Fachaufgabe gut genug sein können, 
sodass nicht zwingend ein allgemeines Großmodell nötig ist (Hsieh et al. 2023; Schick/Schütze 2021). Ein Fachsystem entsteht 
aus keinem dieser Modelle von selbst, sondern erst durch zusätzliche Bewertungs- und Evaluationsarchitekturen, die seine 
Ausgaben prüfbar machen (Steigerwald/Albrecht 2025, 2026).

In der Leitmetapher entspricht das LLM dem Bordcomputer. Es ist zunächst nichts weiter als die Recheneinheit im Hintergrund 
und schafft damit die Voraussetzung dafür, dass Armaturenbrett, Assistenzsysteme und Autopilot überhaupt funktionieren. Für 
sich genommen ist es weder Schnittstelle noch handelnde Instanz. Was passiert, wenn dieser Bordcomputer vor der Antwort 
erst intern nachdenkt, zeigt der nächste Abschnitt.

4.2. Reasoning-Modell

Ein Reasoning-Modell – zu Deutsch: ein schlussfolgerndes Modell – generiert Text auf die gleiche Weise wie ein normales LLM: 
Wort für Wort, statistisch. Der Unterschied liegt darin, was es generiert, bevor die Nutzenden die Antwort sehen. Ein normales 
LLM antwortet direkt. Ein Reasoning-Modell fügt zwischen Eingabe und sichtbarer Antwort einen Denkabschnitt ein – einen 
Bereich für zusätzliche Worterzeugung (Tokenerzeugung) vor der eigentlichen Antwort (vgl. Abbildung 4). Technisch wird die-
ser Denkabschnitt durch sogenannte Think-Tokens gerahmt. Eine Start-Markierung sagt dem Modell sinngemäß »Hier darfst 
du denken«. Die Ende-Markierung erzeugt das Modell selbst und zeigt damit an, dass es seinen Denkabschnitt abschließt und 
nun mit der sichtbaren Antwort beginnt. Der Text zwischen den beiden Markierungen und die Markierungen selbst werden den 
Nutzenden in der Regel nicht direkt angezeigt. Solche internen Denkschleifen zieht ein Modell nicht von selbst. Dieses Verhalten 
trainiert man ihm an. Erst nach diesem verborgenen Zwischenschritt – in dem das Modell, vereinfacht gesagt, Ansätze durch-
spielt, verwirft und verfeinert – wird aus dem so angereicherten Kontext die eigentliche Antwort generiert.

Abbildung 4: Normales LLM versus Reasoning-Modell. Beide generieren Text statistisch Wort für Wort. Das Reasoning-Modell erzeugt zusätzlich versteckten 
Denktext zwischen <think>-Tokens.

Ein Beispiel: 
Auf die Frage »Ist 17 eine Primzahl?« antwortet ein normales LLM sofort mit »Ja«. Ein Reasoning-Modell erzeugt zunächst 
intern – unsichtbar für die Nutzenden – eine Kette wie »Teilbar durch 2? Nein. Durch 3? Nein. Durch 5? Nein. Kein Teiler unter 
√17. Also prim.« und gibt dann erst »Ja, 17 ist eine Primzahl« aus. Beide Modelle generieren Text auf die gleiche Weise – Wort 
für Wort, statistisch. Das »Denken« ist keine andere Fähigkeit, sondern derselbe Prozess, nur mit einem zusätzlichen, versteck-
ten Zwischenschritt. Dieser Zwischenschritt kann bei nachvollziehbaren Aufgaben Fehler verringern. Im verborgenen Denk-
abschnitt lassen sich mehrere Antwortvarianten erzeugen, miteinander vergleichen und überarbeiten, bevor eine Antwort 
sichtbar wird. Das Modell erzeugt zusätzlichen Kontext für sich selbst, statt sofort die wahrscheinlichste erste Fortsetzung 
auszugeben. Der Preis dafür ist eine spürbar längere Antwortzeit, weil der versteckte Denktext erst erzeugt werden muss, 
bevor die sichtbare Antwort erscheint.

Ein Reasoning-Modell ist eine Variante eines LLM, das darauf trainiert wurde, vor der eigentlichen Antwort intern zusätzlichen 
Kontext zu generieren. Eine eigene Architekturebene entsteht dadurch nicht. Im Fahrzeugbild lässt sich das Reasoning-Modell 
als Bordcomputer in planender Funktion lesen, etwa als Navigator oder als Reichweitenplaner. Er spielt intern mehrere Routen 
oder Ladepläne durch und gibt am Ende die passendste aus. Was die Fahrenden davon sehen, hängt von der Oberfläche ab – und 
damit vom nächsten Kapitel.
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4.3. Chatbot

Wenn heute von einem Chatbot die Rede ist, ist meist ein Textfenster gemeint, hinter dem ein KI-System auf kurze Fragen und 
Aufgaben antwortet – ChatGPT ist das prominenteste Beispiel. Doch der Chatbot als Konzept ist älter und breiter. Die Linie reicht 
von ELIZA (Weizenbaum 1966) über PARRY (Colby/Weber/Hilf 1971) bis ALICE (Wallace 2009) und zeigt, dass Chatbots lange vor 
LLMs existierten – als regelbasierte, retrieval-basierte – das heißt aus einer Datenbank passende Antworten heraussuchende – 
oder einfache mustergesteuerte Systeme (Caldarini/Jaf/McGarry 2022; Dam et al. 2024). Was alle Chatbots gemeinsam haben, 
ist die Oberfläche – ein dialogisches Fenster, in dem getippt und geantwortet wird. Was sich unterscheidet, ist das Modell, auf 
dem die Oberfläche aufsetzt. ein Regelwerk, ein LLM oder sogar ein ganzes Agentensystem (vgl. Abbildung 5).

Ein Chatbot ist daher weder mit dem LLM dahinter identisch noch bereits ein Agent; er kann Oberfläche eines Agenten sein, 
muss es aber nicht. Der Unterschied zum Agenten liegt nicht in der Oberfläche, sondern in der Handlungslogik. Ein Chatbot 
reagiert nach jeder Antwort auf die nächste Eingabe, während ein Agent den Zustand über mehrere Schritte hält und situativ 
über den nächsten Schritt entscheidet (OpenAI 2025; Schluntz/Zhang 2024). Die zentrale Unterscheidung liegt darin, wer den 
Kontrollfluss bestimmt – vorab geschriebener Code oder das Modell zur Laufzeit.

Abbildung 5: Ein Chatbot besteht aus Benutzeroberfläche und Modell – das Modell kann von einem Regelwerk bis zu einem Agenten reichen.

Im Fahrzeugbild bleibt der Chatbot das Armaturenbrett. Über diese Schnittstelle stellt das Fahrzeug den Fahrenden Informatio-
nen bereit und nimmt Eingaben entgegen. Über den nächsten Spurwechsel entscheidet das Armaturenbrett nicht. Die Wahl der 
nächsten Aktion übernimmt erst der Agent.

4.4. Agent(ensystem)

Wenn heute von Agenten oder KI-Agenten die Rede ist, sind in aller Regel LLM-Agenten gemeint – Systeme, die mithilfe eines 
LLM selbstständig komplexere Aufgaben in mehreren Schritten bearbeiten.

Der Unterschied zum reinen LLM und zum Reasoning-Modell liegt nicht im Sprachverarbeiten selbst, sondern im Handlungs-
modus. Ein LLM antwortet auf eine Eingabe einmal und wartet danach auf die nächste Aufforderung. Ein Reasoning-Modell 
schiebt vor der sichtbaren Antwort einen internen Denkabschnitt ein, antwortet aber ebenfalls in einem Durchgang. Ein Agent 
entsteht erst, wenn ein LLM in eine Umgebung eingebettet wird, in der es sich nach jeder Ausgabe wiederholt selbst anstößt. 
In dieser Schleife (agentic loop) wählt das Modell auf Basis von Wahrnehmung, Zwischenständen und Zielvorgaben Runde für 
Runde die nächste Aktion selbst aus und unternimmt eigenständig, was zum Erreichen des Ziels nötig ist (vgl. Abbildung 6). Erst 
diese selbsttragende Schleife macht aus einem Sprachmodell eine handelnde Einheit (Schluntz/Zhang 2024). Heuristisch lässt 
sich ein KI-Agent damit als delegierte technische Handlungseinheit lesen.
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Abbildung 6: Agentic loop – abstraktes Zyklus-Muster und ein konkretes Beispiel aus der Fallarbeit. Das Ergebnis ist hier nicht nur Text, sondern eine konkrete 
Aktion in der Welt – ein abgelegtes Dokument.

Analytisch lohnt sich eine Trennung von dem Agenten und dem Agentensystem. Der Agent ist die handelnde Einheit, also das 
LLM in der Schleife. Das Agentensystem umfasst darüber hinaus Werkzeuge (Tools), Speicher (Memory), Sicherheitsregeln (Gu-
ardrails) und organisatorische Einbettung. Im gegenwärtigen Diskurs wird diese Trennung jedoch kaum vollzogen. Gesprochen 
wird fast immer nur von Agenten. Gemeint ist damit das Gesamtsystem, das mit den ihm verfügbaren Werkzeugen selbstständig 
Aufgaben erledigt (OpenAI 2025; Schluntz/Zhang 2024). Bei der Werkzeugnutzung (Tool Use) bekommt der Agent vorab einen 
Werkzeugkasten beschrieben – etwa Websuche, interne Datenbank, Taschenrechner oder Codeausführung – samt Hinweisen, 
wann welches Werkzeug angemessen ist (etwa eine kuratierte Falldatenbank gegenüber einer mit Vorsicht zu behandelnden 
Internetsuche). Das Modell wählt das Werkzeug aus, die umgebende Software führt den Aufruf aus und das Ergebnis fließt als 
Text in den Kontext zurück (Schick et al. 2023; Yao et al. 2023). Der Grad an Handlungsfähigkeit – englisch agency – ist dabei 
kein Entweder-oder, sondern ein Spektrum (Bent, 2025; Shavit et al. 2023): von einem einzelnen LLM-Aufruf über vorgegebene 
Workflows bis zum vollständig selbstgesteuerten Agenten.

In der Leitmetapher ist der Agent allein der Autopilot, also die Steuerlogik, die sich selbst immer wieder anstößt. Er wählt die 
Route, wechselt die Spur und bremst. Er reagiert auf andere Fahrzeuge, Wetter und Ladezustand. Fortlaufend unternimmt er 
alles, was die Fahrt zum Ziel erfordert. Das Agentensystem ist dagegen das ganze autonom fahrende Fahrzeug. Es umfasst 
nicht die Steuerlogik allein, sondern den Autopiloten zusammen mit Werkzeugen, Sensoren, Aktoren, Navigationssystem und 
Verkehrsregeln.

4.5. Multi-Agenten-System und Sub-Agent

Das Zusammenwirken mehrerer Agenten wird als Multi-Agenten-System (MAS) bezeichnet. Die Agenten teilen sich eine Aufga-
be, verhandeln Teilziele und bündeln Resultate (Chen et al. 2025; Guo et al. 2024). Der mögliche Mehrwert liegt in Spezialisie-
rung und Parallelisierung, der Preis in Koordinationsaufwand und Fehlerfortpflanzung. Ein MAS ist daher nicht automatisch die 
bessere Wahl, und zusätzliche Komplexität bedarf eigens einer Begründung (Anthropic 2025; Cemri et al. 2025; OpenAI 2025). 
Abbildung 7 zeigt die architektonische Schichtung von LLM über Agent bis MAS.

Abbildung 7: Architektonische Bausteine: LLM als Kern, Agent als LLM in der Schleife mit Tools und Regeln, Multi-Agenten-System als koordinierter Verbund 
mehrerer Agenten.
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Wie ein MAS konkret zugeschnitten ist, ist eine Entwurfsentscheidung – zwei mögliche Muster bilden didaktisch gegensätzliche 
Pole. Im hierarchischen Pattern ruft ein Leitagent spezialisierte Sub-Agenten für klar zugeschnittene Teilaufgaben auf und 
führt deren Ergebnisse zusammen (Anthropic 2025). Ein Sub-Agent ist dabei ein gewöhnlicher Agent, der vom Leitagenten in 
einem eigenen, frischen Kontextfenster mit eng umrissenem Auftrag und erlaubten Werkzeugen aufgerufen wird. Aus Sicht 
des Leitagenten ist der Sub-Agent damit selbst ein Werkzeug. Der Agent ruft einen anderen Agenten auf, so wie er sonst eine 
Websuche oder eine Datenbank ansteuert. Zurück geht nur ein verdichtetes Ergebnis, nicht die Zwischenartefakte aus dem 
Sub-Kontext. Dieses Muster beschreibt Anthropic als Grundlage effektiver Agenten (Schluntz/Zhang 2024). Claude Code ist ein 
bekanntes Beispiel dafür. Im Blackboard-Pattern hingegen gibt es keine delegierende Leitinstanz. Alle Agenten lesen und sch-
reiben asynchron auf einem geteilten Speicher (blackboard), und jeder Agent wird aktiv, sobald ein für ihn einschlägiger Eintrag 
erscheint. In der Praxis treten meist Mischformen auf – die Architektur ist keine festgelegte Eigenschaft des MAS, sondern eine 
Entwurfsfrage. Abbildung 8 zeigt die beiden möglichen Muster im Vergleich.

Abbildung 8: Zwei etablierte MAS-Architekturen. In der Praxis treten oft Mischformen auf. Die Architektur ist eine Entwurfsentscheidung, keine festgelegte 
Eigenschaft.

Im Fahrzeugbild lässt sich ein MAS auf zwei Ebenen sichtbar machen. Auf der Verkehrsebene lässt sich der Verkehr selbst als 
MAS lesen. Mehrere Fahrzeuge kommunizieren miteinander und teilen Sensordaten, sodass Staus seltener entstehen oder sich 
früher auflösen. Jedes Fahrzeug ist dann ein Agent, der Verkehr im Ganzen ein MAS. Auf der Fahrzeugebene zeigt sich derselbe 
Begriff anders. Ein einzelnes Fahrzeug erhält den Auftrag »fahre mit der höchstmöglichen Durchschnittsgeschwindigkeit nach 
Hamburg« und muss dafür navigieren, beschleunigen und die Spur halten. Jede dieser Teilaufgaben wird an einen Agenten 
vermittelt. Ein einzelner Agent kann sie mit seinen Werkzeugen allesamt übernehmen. Ebenso lassen sie sich auf spezialisierte 
Sub-Agenten verteilen, einen Navigator-Agenten, einen Beschleunigungsagenten, einen Spurhalteassistenten und so weiter. 
Wie viele solcher Agenten entstehen und wie die Aufgaben unter ihnen aufgeteilt werden, ist eine bewusste Entwurfsentschei-
dung. In beiden Lesarten kann sich ein Fehler in einer Einheit auf den Verbund fortpflanzen, sei es ein Sub-Agent im Fahrzeug 
oder ein Fahrzeug in der Flotte. Jenseits all dieser Systemformen steht ein Begriff, der in der öffentlichen Debatte allgegenwär-
tig, in der Fachwissenschaft aber besonders umstritten ist: AGI.

4.6. AGI

AGI ist der Begriff mit der größten konzeptuellen Unschärfe in dieser Debatte. Er bündelt heterogene Erwartungen, ohne dass 
eine gemeinsame tragfähige Definition vorläge. Mindestens fünf konkurrierende Einordnungsfamilien koexistieren: eine ökono-
mische (OpenAI 2018), eine formal-universelle (Legg/Hutter 2007), eine stufenbasierte (Morris et al. 2024), eine skill-orientierte 
(Chollet 2019) und eine singularitätsbasierte (Kurzweil 2005) – bereits diese Pluralität verweist auf das Fehlen eines Konsenses 
darüber, was mit AGI bezeichnet werden soll (Xu 2024). Bereits die Frage, ob sich »allgemeine Intelligenz« überhaupt messen 
lässt, bleibt offen (Marcus/Davis 2019; Mitchell/Krakauer 2023). Ohne ein operationalisierbares Maß lässt sich nicht überprüfen, 
ob ein System sie erreicht. KI lässt sich ebenso als agency without intelligence lesen (Floridi 2023). Weder ein Agent noch ein 
Multi-Agenten-System ist AGI, denn der Begriff bezeichnet kein Architekturmerkmal, sondern eine Projektionsfläche.

In der Leitmetapher zeigt sich, weshalb sich AGI einer eindeutigen Einordnung entzieht. Beim Autopiloten geben die Fahrenden 
das Ziel vor, und der Autopilot bringt das Fahrzeug dorthin. AGI entspräche einem Fahrzeug, das selbst entscheidet, wohin es 
fährt. Welche Fahraufträge es übernimmt und in welcher Reihenfolge es sie abarbeitet, fällt in seine eigene Entscheidungsho-
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heit. Auch die Wahl der Werkstatt für die nächste Inspektion sowie die Frage, wo es tankt und aus welchem Grund, gehören 
dazu. Doch damit endet die Analogie nicht. Verfolgt dieses Fahrzeug eigene Interessen, oder handelt es ausschließlich im 
Auftrag eines Unternehmens? Ist AGI eine vollwertige Arbeitskraft oder etwas kategorial anderes? Diese Fragen verdeutlichen, 
dass AGI nicht nur technisch, sondern auch philosophisch umstritten bleibt. Der Umfang dessen, was »allgemeine Intelligenz« 
bezeichnen soll, ist nach oben nicht begrenzt. Eben dies konstituiert AGI als Projektionsfläche und nicht als Architekturkatego-
rie. Damit ist das Spektrum der hier eingeordneten Begriffe geschlossen – vom konkreten Modellkern bis zur Projektionsfläche. 
Das folgende Fazit bündelt die Sortierung und führt sie auf die praktische Leitfrage zurück.

5. Fazit

Dieser Beitrag liefert keine Definitionen, sondern eine Begriffseinordnung: ein Raster, das die wichtigsten Begriffe der aktuellen 
KI-Debatte erkennbar einordnet, ohne ihre Unschärfe zu nivellieren. In dieser Lesart trägt jeder Begriff eine andere Frage: 
•	 Ein LLM antwortet auf die Modellfrage (was rechnet?) 
•	 Ein Reasoning-Modell ist dasselbe Modell mit einem internen Denkabschnitt 
•	 Ein Chatbot steht für die Interaktionsoberfläche (wie wird kommuniziert?) 
•	 Ein Agent steht für eine delegierte technische Handlungseinheit (was wird im Auftrag ausgeführt?) 
•	 Ein Sub-Agent steht für einen eigenständigen Agenten, den ein Leitagent wie ein Werkzeug für eine Teilaufgabe aufruft 
•	 Ein Agentensystem steht für das Gesamtarrangement aus Modell, Werkzeugen und organisatorischer Einbettung 
•	 Ein Multi-Agenten-System steht für einen koordinierten Verbund mehrerer Agenten 
•	 AGI bleibt eine Projektionsfläche und ist kein Architekturmerkmal

Aus dieser Einordnung folgt eine praktische Verschiebung der Leitfrage. In sensitiven Domänen geht es nicht mehr um das 
Ob eines KI-Einsatzes, sondern um das Wie, denn er findet ohnehin statt. Damit er verantwortbar bleibt, müssen Leitplanken 
entstehen: auf welcher Ebene gearbeitet wird, wer prüft, wer entscheidet und wer dokumentiert (Steigerwald et al. 2026). KI 
ist dabei als Augmentierung menschlichen Handelns zu verstehen, nicht als dessen Ersatz. Vordefinierter Kontrollfluss ist kein 
Rückstand, sondern eine Designentscheidung. Genau dafür braucht es klare Begriffe. Erst wenn unterscheidbar ist, ob ein Sys-
tem Modell, Oberfläche, Handlungseinheit oder Verbund ist, lassen sich Datenflüsse, Verantwortung und Aufsicht überhaupt 
sinnvoll diskutieren. Eine belastbare Begriffseinordnung beendet die Debatte nicht. Sie ist aber die Voraussetzung dafür, dass 
anwendende und entwickelnde Disziplinen auf einer gemeinsamen Ebene über die anstehenden Fragen verhandeln können.
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